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ＳＳＣＤｅｎｓｅＮｅｔ：一种空谱卷积稠密网络的
高光谱图像分类算法

刘启超，肖　亮，刘　芳，徐金环
（南京理工大学计算机科学与工程学院，江苏南京２１００９４）

　　摘　要：　基于深度学习的高光谱遥感图像地物分类是目前研究的热点．但由于其参数规模大以及结构复杂，深
度网络通常需要大量训练样本和较长训练时间，如何在小规模样本下建立深度学习监督分类模型是需要解决的关键

问题．本文提出了一种小规模样本下高光谱图像分类的空谱卷积稠密网络算法，称为 ＳＳＣＤｅｎｓｅＮｅｔ，其包含三种新颖
的架构策略：（１）空谱分离卷积，即采取光谱维一维卷积和空间维二维卷积的分离卷积结构构成隐层单元，并通过多
个隐层单元堆叠构造深度网络；（２）隐层单元中使用批归一化，减少数据协方差漂移及加速网络训练；（３）隐层单元间
构建稠密连接，缓解梯度消失问题并实现特征复用．通过ＩｎｄｉａｎＰｉｎｅｓ、ＰａｖｉａＵｎｉｖｅｒｓｉｔｙ与Ｓａｌｉｎａｓ数据集进行综合测评，
表明该方法优于若干最新深度学习方法，特别在小规模样本下具有优异的分类性能．
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１　引言
　　高光谱相机能获取物质信息丰富的立方体“图谱
合一”数据，在可见光近红外、短波红外甚至中红外和
热红外波段范围内可具有纳米（ｎｍ）级光谱分辨率，广
泛应用于军事侦察、环境监测、地质勘探和目标探测等

领域［１～４］．其中高光谱图像监督分类是该领域中最重要
的研究内容之一．

近十年里，研究者提出了许多高光谱图像监督分类方

法．这些方法可大致分为两类：基于光谱信息的方法和基于
空谱信息联合的方法．在第一类方法中，大多数方法关注
光谱数据的紧致表达和鉴别性特征抽取，进而提升子空间
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分类能力．代表性方法包括：主成分分析（ＰｒｉｎｃｉｐａｌＣｏｍｐｏ
ｎｅｎｔＡｎａｌｙｓｉｓ，ＰＣＡ）［５，６］、线性判别分析（ＬｉｎｅａｒＤｉｓｃｒｉｍｉｎａｎｔ
Ａｎａｌｙｓｉｓ，ＬＤＡ）［７，８］、表示多核学习（ＲｅｐｒｅｓｅｎｔａｔｉｖｅＭｕｌｔｉｐｌｅ
ＫｅｒｎｅｌＬｅａｒｎｉｎｇ，ＲＭＫＬ）［９］以及稀疏表示（ＳｐａｒｓｅＲｅｐｒｅｓｅｎ
ｔａｔｉｏｎ）［１０，１１］等．但仅仅利用像元光谱信息，分类精度较低且
不具有较好的噪声鲁棒性．而第二类空谱联合分类方法，
由于能充分挖掘和利用高光谱图像内局部像元依赖关

系［１２～１４］，通过利用地物邻域内聚集属性提升小样本下的高

光谱图像监督分类性能．代表性方法包括：空谱组合核滤
波器［１５］、核Ｈｉｌｂｅｒｔ空间嵌入［１６］、局部区域像元投票［１７］、空
谱小波特征联合马尔科夫随机场［１８］等．相较于仅利用光谱
信息的方法，该类方法可大幅提升高光谱图像的分类精度．
此外，由于邻域像元块相较于单个像元所包含更多冗余信

息，研究者还提出了结合低秩矩阵分解［１９］、字典学习［２０］等

子空间学习分类方法．
无论是基于光谱信息还是基于空谱信息联合的高

光谱图像分类方法，其分类精度很大程度上依赖于所提

取的特征．然而，由于高光谱图像中的地物分布多样性，
同时成像受光照、角度等多方面因素影响，人工特征提取

方法难以适用于所有类型的高光谱数据．由于深度学习
可以直接从原始数据中学习数据的分层特征表示，摒弃

了基于人工设计的特征提取方式，为特征提取提供了另

一种有效的解决方案．例如，卷积神经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ
ＮｅｕｒａｌＮｅｔｗｏｒｋ，ＣＮＮ）［２１，２２］、深度置信网络（ＤｅｅｐＢｅｌｉｅｆ
Ｎｅｔｗｏｒｋ，ＤＢＮ）［２３］以及堆叠自编码机（ＳｔａｃｋｅｄＡｕｔｏｅｎｃｏｄ
ｅｒ，ＳＡＥ）［２４］等典型的深度学习网络模型已被逐步引入到
了高光谱图像分类领域中．然而，深度模型中动辄几十上
百万的参数，相对于传统方法，需要更多的有标签样本和

更长的训练时间以完成网络训练．另一方面，对高光谱数

据进行人工标注需要耗费大量的人力物力，通常情况下

只有少量的有标签样本可使用，严重影响深度网络的训

练过程．因此，如何在小规模样本下建立深度学习监督分
类模型，是基于深度学习高光谱分类的研究热点．

本文通过对高光谱数据结构以及深度学习方法的分

析，提出了一种小样本下高光谱图像分类的空谱卷积稠
密网络算法，称为ＳＳＣＤｅｎｓｅＮｅｔ．在该网络中，为了降低网
络对大量训练样本的依赖性，２Ｄ卷积层被分离为光谱维
卷积层与空间维卷积层，其中：光谱维卷积层采用一维卷

积核对输入特征图执行逐像元卷积，以提取光谱特征；而

空间维卷积层则使用二维卷积核对输入特征图执行逐通

道卷积，以提取空间特征．通过将光谱维卷积层与空间维
卷积层组合为隐层单元，并以此隐层单元为基本结构构

建深度网络．通过在隐层单元中使用批归一化，可减少隐
层数据的协方差漂移，加速网络训练．此外，为了解决网
络中的梯度消失问题，ＳＳＣＤｅｎｓｅＮｅｔ在隐层单元间建立稠
密连接，解决梯度消失的同时实现特征复用．与同样基于
稠密网络［２５］的ＦＤＳＳＣ［２６］所采取的在隐层间建立稠密连
接的方式不同，ＳＳＣＤｅｎｓｅＮｅｔ仅在隐层单元间建立稠密连
接，而隐层单元内部无稠密连接，因此ＳＳＣＤｅｎｓｅＮｅｔ可在
保持复用特征规模不变的条件下，增强每组复用特征的

表达能力，进而提升网络整体的分类性能．此外，结合ＳＳ
ＣＤｅｎｓｅＮｅｔ网络结构特性而设计的类别加权全局交叉熵
损失函数可以有效缓解类别不均衡问题．通过实验表明，
基于以上架构策略所提出的 ＳＳＣＤｅｎｓｅＮｅｔ分类框架（如
图１所示），在三组基准数据集不同规模训练样本下分类
精度均超过了对比算法，包括最新提出的 ＳＳＲＮ方法［２７］

以及ＦＤＳＳＣ方法［２６］．此外，所提出的方法在线分类时间
短，远小于其它同类方法．

２５７
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２　相关工作
　　得益于其强大的分层分布式特征表达能力，深度
学习在高光谱图像分类领域中取得了较好进展，其网

络结构已经由１Ｄ、２Ｄ深度网络逐步发展到了３Ｄ深度
网络．在１Ｄ深度网络中，多层前馈神经网络（Ｍｕｌｔｉｌａｙｅｒ
ＦｅｅｄｆｏｒｗａｒｄＮｅｕｒａｌＮｅｔｗｏｒｋ）［２８］是常用方法之一．多层
前馈神经网络是由多层全连接层构成，每层均通过对

像元的所有输入数据加权求和并激活，以提取光谱特

征，如图２（ａ）所示．而１Ｄ卷积神经网络（１ＤＣＮＮ）［２９］

则通过使用一维卷积核在光谱数据上做卷积运算，以

提取光谱特征，如图２（ｂ）所示．相对于前馈神经网络，
１ＤＣＮＮ参数规模更小，同时训练速度更快，但较小的
感受野破坏了光谱的结构完整性．

由于高光谱数据具有“图谱合一”特性，而１Ｄ深度
网络无法有效利用空间结构信息，因此研究人员引入了

２Ｄ深度网络．如图３（ａ）所示，２Ｄ卷积神经网络（２Ｄ
ＣＮＮ）通过将２Ｄ卷积核同时作用于所有特征图的同一区
域，可以有效提取空间特征．但由于高光谱图像的光谱维
度普遍较高，信息冗余且含有较多噪声，因此基于２Ｄ
ＣＮＮ的深度学习分类框架［２１，２２］常结合 ＰＣＡ、鲁棒 ＰＣＡ
（ＲｏｂｕｓｔＰＣＡ，ＲＰＣＡ）等降维算法对高光谱图像进行预处
理．然而高光谱图像不同于自然图像，其光谱信息丰富而
空间分辨率相对较低，数据整体呈现三维结构．同时，为
了避免２ＤＣＮＮ中卷积核参数量过大而应用的降维算
法，会导致部分光谱信息的丢失，降低样本间的可区分

性．这表明，在基于２ＤＣＮＮ的高光谱图像分类方法中，
较小的参数规模与较高的输入维度是难以调和的主要矛

盾之一，并且严重影响模型的泛化能力．
为了解决２ＤＣＮＮ对高光谱图像“立方体”数据的

不匹配性，文献［３０］提出了３Ｄ卷积神经网络模型（３Ｄ
ＣＮＮ）．如图３（ｂ）所示，３Ｄ卷积在保留２Ｄ卷积的空间
特征提取能力的同时，大幅度减少了卷积核的参数规

模，同时卷积核参数量不受输入特征图通道数的影响．
因此，３ＤＣＮＮ拥有可直接处理高维数据的能力，摒弃
了预先对高光谱图像进行降维处理的步骤．然而，由于
３Ｄ卷积会在光谱维度产生大量特征，尤其当输入光谱
维度较高时，其光谱特征维度将成指数级增长．为了缩
减３Ｄ卷积带来的维度灾难，通常３Ｄ网络中仅使用少
量３Ｄ卷积核，但较少的卷积核又会造成所提取的特征

鉴别能力不足．

除了单一结构的深度网络模型外，研究者还探索

了具有多种网络结构的混合深度网络模型，如结合１Ｄ
ＣＮＮ与 ２ＤＣＮＮ的双通道卷积神经网络模型（ＤＣ
ＣＮＮ）［３１］，以及同时结合了 １ＤＣＮＮ、２ＤＣＮＮ与 ３Ｄ
ＣＮＮ的多通道卷积神经网络模型（ＭＣＣＮＮ）［３２］，相较
于单独使用一种卷积结构的深度网络，其分类性能均

具有一定的提升．
为了进一步提升网络模型的特征提取能力，更深

的网络层数是必要的．然而，随着网络模型深度的增
加，其庞大的参数规模将导致需要更多的标注样本以

训练深度网络，因此在少量样本下的深度网络分类性

能往往急剧下降．针对该问题，研究人员探索了小样本
下的深度网络分类模型．Ｚｈｏｎｇ等基于残差网络［３３］提

出了深度空谱残差网络模型（ＳＳＲＮ）［２７］，通过构建１Ｄ
ＣＮＮ残差块与２ＤＣＮＮ残差块并串联为深度网络，利
用残差网络的高效训练能力，有效缓解了深度网络在

小样本下分类性能不足的问题．Ｗａｎｇ等则基于稠密网
络［２５］提 出 一 种 快 速 稠 密 空谱 卷 积 网 络 模 型
（ＦＤＳＳＣ）［２６］，与ＳＳＲＮ类似，通过构建１ＤＣＮＮ稠密块
与３ＤＣＮＮ稠密块并串联为深度网络，结合稠密网络的
优势，取得了较好的效果．通过分析发现，以上深度网
络方法均通过构建拥有较多隐层的网络模型以提取深

层特征，同时结合１Ｄ、２Ｄ以及３Ｄ卷积等方式增强其特
征表达能力并减少网络参数规模，并使用大量跳层连

接来缓解深度网络中的梯度消失问题，进一步降低网

络训练对大量有标签样本的依赖性．受此启发，本文提
出了一种新型空谱卷积稠密网络算法，在三组真实数
据集不同比例训练样本下均取得了对比算法中的最高

分类精度，特别在小规模样本下具有优异的分类性能．
尽管本文算法与ＦＤＳＳＣ均是基于稠密网络的深度学习
方法，但采取了不同的网络架构改进方法．

（１）ＦＤＳＳＣ由光谱１Ｄ卷积稠密块和空间３Ｄ卷积
稠密块级联构成，先后提取光谱特征和空间特征，而本

文网络采取空谱分离卷积构成隐层单元，每个隐层单
元可提取同时包含光谱与空间信息的“空谱特征”，形
成更为紧致与富有鉴别性的快速特征提取模式．

（２）ＦＤＳＳＣ分别在光谱１Ｄ卷积块和空间３Ｄ卷积
块内部独立建立稠密连接，不同维度卷积块之间无稠

密连接，而本文算法采取在隐层单元间建立稠密连接

３５７
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而隐层单元内部无稠密连接的方式，并将每个隐层单

元的输出特征进行拼接，形成包含由浅到深的分层特

征集合并送入分类器．该分层特征集合有助于提升小
样本下分类精度的鲁棒性，同时在训练阶段亦有助于

梯度的反向传播．
（３）不同于ＦＤＳＳＣ以局部像元块作为输入的传统

空谱分类方式，本文方法以全局图像作为输入，并形成
端到端分类网络，无须考虑局部像元块的切分方式．此
外，结合本文网络结构特性而构建的类别加权全局交

叉熵损失函数可以有效缓解类别不均衡问题，实验表

明该端到端网络可对高光谱图像进行大规模快速分

类，具有吞吐量高、推理耗时少等优点．

３　空谱卷积稠密网络的高光谱图像分类

　　令待处理的高光谱图像记 Ｘ∈ＲＲｈ×ｗ×ｂ，其中 ｈ、ｗ、ｂ
分别为高光谱图像的三个维度，即高、宽和波段数．所
提出的基于空谱卷积稠密网络（以下简称 ＳＳＣ
ＤｅｎｓｅＮｅｔ）的高光谱图像分类算法，其整体框架结构如
图１所示．ＳＳＣＤｅｎｓｅＮｅｔ是一种端到端的分类模型，网
络输入即为原始高光谱图像Ｘ，对应的输出即为图像中
每个像元的类属概率，记为Ｙ∈ＲＲｈ×ｗ×ｃ，其中ｃ表示像元
可划分的类别数．
３１　隐层单元

２ＤＣＮＮ由于可高效地提取空间上下文表示特征，
因此在自然图像领域得到广泛关注．２Ｄ卷积操作如图
３（ａ）所示，具体公式为：

Ｆｘ，ｙｌ｜ｊ ＝ｆ∑
ｍ
∑
Ｈｌ－１

ｈ＝０
∑
Ｗｌ－１

ｗ＝０
ｓｈ，ｗｌ｜ｊ，ｍＦ

（ｘ＋ｈ），（ｙ＋ｗ）
（ｌ－１）｜ｍ ＋ｂｌ｜( )ｊ （１）

式中，ｓｈ，ｗｌ｜ｊ，ｍ表示第 ｌ层第 ｊ个卷积核第 ｍ个通道在（ｈ，
ｗ）位置的具体值，Ｈｌ和 Ｗｌ分别表示卷积核的高和宽，
ｂｌ｜ｊ表示第ｌ层第ｊ个特征图的偏置，Ｆ

（ｘ＋ｈ）（ｙ＋ｗ）
（ｌ－１）｜ｍ 表示第（ｌ

－１）层中第 ｍ个特征图在（ｘ＋ｈ，ｙ＋ｗ）位置的具体
值，Ｆｘ，ｙｌ｜ｊ表示第ｌ层第ｊ个特征图在（ｘ，ｙ）位置的输出数
据，ｆ（·）为激活函数．

然而，由于高光谱图像的光谱维度较高，将２Ｄ卷
积直接应用于高光谱图像将导致其卷积核参数量过

于庞大，进而导致过拟合．虽然３Ｄ卷积可以大幅度减
少网络参数规模，但只能同时作用于输入特征图的部

分通道，其感受野受到限制．为了权衡二者，本文将
２Ｄ卷积层分离为两个独立卷积层的组合，提出了一
种新型的复合卷积，即空谱卷积．空谱卷积分为两
步：光谱维卷积与空间维卷积，如图４所示．此外，为
了区分不同卷积输出的特征图，光谱维卷积层输出特

征图被命名为光谱特征图，空间维卷积层输出特征图

被命名为空谱特征图，同时为了网络结构的描述便
捷，本文将空谱卷积中的两个独立卷积层组合为隐

层单元．在光谱维卷积层中，仅使用１×１卷积核对输
入特征图中的每个像元做非线性变换，并输出光谱特

征图，具体公式为：

ｍｉｄｘ，ｙｌ｜ｊ＝ｆ∑
ｍ
ｓｌ｜ｊ，ｍＦ

ｘ，ｙ
（ｌ－１）｜ｍ ＋ｂｌ｜( )ｊ （２）

式中，ｓｌ｜ｊ，ｍ表示第 ｌ个隐层单元第 ｊ个光谱维卷积核在
ｍ位置的具体值，Ｆｘ，ｙ（ｌ－１）｜ｍ表示第（ｌ－１）个隐层单元第ｍ
个空谱特征图在（ｘ，ｙ）位置的具体值，ｂｌ｜ｊ表示第ｌ个隐
层单元第ｊ个光谱特征图的偏置，ｍｉｄｘ，ｙｌ｜ｊ表示第ｌ个隐层
单元第ｊ个光谱特征图在（ｘ，ｙ）位置的输出数据，ｆ（·）
为激活函数．通过使用１×１卷积核对高光谱图像进行
卷积变换，可以使用较少的参数提取光谱特征．紧随其
后的空间维卷积层使用二维卷积核对光谱维卷积层输

出的每个光谱特征图执行２Ｄ卷积，并输出空谱特征
图，具体公式为：

Ｆｘ，ｙｌ｜ｊ＝ｆ∑
Ｈｌ－１

ｈ＝０
∑
Ｗｌ－１

ｗ＝０
ｋｈ，ｗｌ｜ｊｍｉｄ

（ｘ＋ｈ），（ｙ＋ｗ）
ｌ｜ｊ ＋ｐｌ｜( )ｊ （３）

式中，ｋｈ，ｗｌ｜ｊ表示第 ｌ个隐层单元第 ｊ个空间维卷积核在
（ｈ，ｗ）位置的具体值，ｍｉｄ（ｘ＋ｈ），（ｙ＋ｗ）ｌ｜ｊ 表示第 ｌ个隐层单
元第 ｊ个光谱特征图在（ｘ＋ｈ，ｙ＋ｗ）位置的具体值，
Ｈｌ和 Ｗｌ分别表示 ２Ｄ卷积核的高和宽，ｐｌ｜ｊ为偏置，
Ｆｘ，ｙｌ｜ｊ代表第 ｌ个隐层单元第 ｊ个空谱特征图在（ｘ，ｙ）
位置的输出数据．相对于２ＤＣＮＮ中的２Ｄ卷积层，隐
层单元可在提取像元空谱特征的同时大幅度缩减卷
积核的参数量．同时，相对于 ３ＤＣＮＮ中的 ３Ｄ卷积
层，隐层单元除了拥有同样可以处理高维数据的能力

外，在特征提取过程中可同时利用到像元的所有通道

数据，其光谱维感受野不受限制，可更加有效地提取

空谱特征．
为了减少隐层单元数据的协方差漂移并加速网络

训练，本文在隐层单元中引入了批归一化（ＢａｔｃｈＮｏｒ
ｍａｌｉｚａｔｉｏｎ，ＢＮ）［３４］．ＢＮ是深度学习常使用的技巧之一，
通过将隐层数据归一化，可以重新调整数据分布，更有

利于特征的提取．设第 ｌ个隐层单元的输入为Ｉｌ∈
ＲＲｈ×ｗ×ｕ，则规范化的隐层数据珓Ｉｌ∈ＲＲ

ｈ×ｗ×ｕ计算如下：

珓Ｉｌ＝
Ｉｌ－Ｅ（Ｉｌ）
Ｖａｒ（Ｉｌ）

（４）

式中，Ｅ（·）与 Ｖａｒ（·）分别表示均值函数与方差函

４５７
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数．然后将归一化后的隐层数据输入到其后的空谱卷
积中，以提取空谱特征．由式（４）可得第 ｌ个隐层单元
的规范化输入为 珓Ｉｌ，记隐层单元输出为 Ｏｌ∈ＲＲ

ｈ×ｗ×ｖ，则

式（２）、式（３）可重写为：

ｍｉｄｘ，ｙｌ｜ｊ＝ｆ∑
ｕ

ｍ＝１
ｓｌ｜ｊ，ｍ珓Ｉ

ｘ，ｙ
ｌ｜ｍ ＋ｂｌ｜( )ｊ （５）

Ｏｘ，ｙｌ｜ｊ＝ｆ∑
Ｈｌ－１

ｈ＝０
∑
Ｗｌ－１

ｗ＝０
ｋｈ，ｗｌ｜ｊｍｉｄ

（ｘ＋ｈ），（ｙ＋ｗ）
ｌ｜ｊ ＋ｐｌ｜( )ｊ （６）

式中，珓Ｉｘ，ｙｌ｜ｍ表示珓Ｉｌ中第 ｍ个特征图在（ｘ，ｙ）位置的具体
值，Ｏｘ，ｙｌ｜ｊ表示Ｏｌ中第ｊ个空谱特征图在（ｘ，ｙ）位置的输
出数据．此外，所提出的深度网络采用广泛使用的 Ｓｉｇ
ｍｏｉｄ函数作为非线性激活函数．

３２　网络结构
单个隐层单元的特征提取能力有限，因此本文使

用多个隐层单元堆叠构成深度网络，以实现提取深层

空谱特征的目的．为了充分利用浅层与深层空谱特征
并解决梯度消失问题，ＳＳＣＤｅｎｓｅＮｅｔ中每两个隐层单元
间均建立直接连接．如图５所示，网络中每个隐层单元
的输入都为前面所有隐层单元输出的并集，而该隐层

单元所学习到的特征图也会被直接传给其后面所有隐

层单元作为输入．记第 ｌ个隐层单元的输入为 Ｉｌ，输出
为Ｏｌ，则Ｉｌ的计算式为：

Ｉｌ＝［Ｏ１，Ｏ２，…，Ｏｌ－１］ （７）
式中，［…］表示在光谱维度进行拼接．

　　ＳＳＣＤｅｎｓｅＮｅｔ为面向高光谱图像分类的端到端网
络模型，其输出为输入高光谱图像的各像元的类属概

率．与使用 Ｓｏｆｔｍａｘ分类层作为网络最后一层进行分类
的常规方法原理上相同，ＳＳＣＤｅｎｓｅＮｅｔ在提取分层空谱
特征后首先使用ｃ个１×１卷积核对特征图执行逐像元
卷积，然后使用 Ｓｏｆｔｍａｘ函数将结果转化为类属概率，
其中ｃ为样本类别数．设网络由Ｌ（１≤Ｌ）个隐层单元堆
叠而成，记第ｌ（１≤ｌ≤Ｌ）个隐层单元的输出为Ｏｌ，分类
层输入为Ｉ，则Ｉ的计算式为：

Ｉ＝［Ｏ１，Ｏ２，…，ＯＬ］ （８）
式中，［…］表示在光谱维度进行拼接．ＳＳＣＤｅｎｓｅＮｅｔ的
分类层是将其前面所有隐层单元输出的空谱特征图的
并集作为输入，同时利用由浅到深的分层特征集合进

行分类，以提高分类精度．记分类层的卷积输出为 珘Ｙ，则
珘Ｙ的计算式为：

珘Ｙｘ，ｙｊ ＝∑
ｍ
ｓｊ，ｍＩ

ｘ，ｙ
ｍ ＋ｂｊ （９）

式中，ｓｊ，ｍ表示第 ｊ个卷积核在 ｍ位置的具体值，Ｉ
ｘ，ｙ
ｍ 表

示Ｉ中第ｍ个空谱特征图在（ｘ，ｙ）位置的具体值，ｂｊ表
示第ｊ个偏置，珘Ｙｘ，ｙｊ 表示 珘Ｙ中第ｊ个特征图在（ｘ，ｙ）位置
的输出数据．珘Ｙ为分类层的分类数据，需要转化为类属
概率，则类属概率Ｙ的计算式为：

Ｙｘ，ｙ，ｋ ＝
ｅｘｐ（珘Ｙｘ，ｙ，ｋ）

∑
ｍ
ｅｘｐ（珘Ｙｘ，ｙ，ｍ）

（１０）

中，珘Ｙｘ，ｙ，ｋ与Ｙｘ，ｙ，ｋ分别表示 珘Ｙ与Ｙ在（ｘ，ｙ，ｋ）位置的具体

数据．Ｙｘ，ｙ，ｋ即高光谱图像Ｘ在（ｘ，ｙ）位置的像元属于类
别ｋ（１≤ｋ≤ｃ）的概率．

在本文中，ＳＳＣＤｅｎｓｅＮｅｔ由 ６个隐层单元组成，如
图５所示．第１个隐层单元中的光谱维卷积层包含１５０
个大小为１×１×ｂ的一维卷积核，输入的高光谱图像Ｘ
经过该卷积变换后的光谱维变为１５０，而紧跟其后的空
间维卷积层拥有１５０个大小为５×５×１的二维卷积核，
执行逐通道卷积，并输出共１５０通道的特征图．而第２
～６个隐层单元分别接收前面所有隐层单元的输出作
为输入，并同样通过光谱维卷积层与空间维卷积层，输

出对应特征图．而最后的分类层将第１～６个隐层单元
输出的所有空谱特征图进行集中拼接，组成大小为 ｈ
×ｗ×４００的分层特征集合，最后使用Ｓｏｆｔｍａｘ分类器对
该特征集合进行分类并输出每个像元对应的类属概

率Ｙ．
３３　类别加权交叉熵损失函数与网络训练

在基于ＳＳＣＤｅｎｓｅＮｅｔ的高光谱图像分类框架中（图
１），标注样本被分为三部分：训练集、验证集以及测试
集，其中训练集用于训练网络，验证集用于网络模型调

优以防止过拟合，而测试集用于网络性能的评价．
ＳＳＣＤｅｎｓｅＮｅｔ使用交叉熵作为损失函数．在该网络

中，训练集由输入层高光谱图像中带类别标注的像元

组成，记为Ｄｔｒａｉｎ．记 Ｚ
（ｘ，ｙ）为对应训练样本 Ｘｘ，ｙ∈Ｄｔｒａｉｎ的

类属概率向量，即，若Ｘｘ，ｙ属于类别ｋ（１≤ｋ≤ｃ），则对应
的类属概率向量Ｚ（ｘ，ｙ）中第ｋ个位置元素值为１，其余为
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０．将训练样本对应的标签转化为对应网络输出 Ｙ的类
属概率标签，记为Ｌｔｒａｉｎ∈ＲＲｈ×ｗ×ｃ，则Ｌｔｒａｉｎ中的元素满足：

Ｌｔｒａｉｎｘ，ｙ＝
Ｚ（ｘ，ｙ）， ｉｆＸｘ，ｙ∈Ｄｔｒａｉｎ
０， ｏｔｈｅｒｗｉｓ{ ｅ

（１１）

其中０表示元素全为０的向量，Ｌｔｒａｉｎｘ，ｙ表示 Ｌ
ｔｒａｉｎ在（ｘ，ｙ）

位置的类属概率向量．此外，为了缓解类别不平衡导致
的小样本类别分类较差的问题，本文将一组类别权重

引入到损失函数中．具体而言，记第ｋ（１≤ｋ≤ｃ）类训练
样本数为Ｎｋ，则该类对应的损失加权为 Ｎ

－１
ｋ ，即在网络

迭代训练中优先优化具有较少样本量的类别．综上，该
网络的类别加权交叉熵损失函数为：

Ｌｔｒａｉｎ＝－∑
ｈ

ｘ＝１
∑
ｗ

ｙ＝１
∑
ｃ

ｋ＝１
Ｎ－１ｋ Ｌ

ｔｒａｉｎ
ｘ，ｙ，ｋｌｏｇ（Ｙｘ，ｙ，ｋ） （１２）

其中，Ｙｘ，ｙ，ｋ与Ｌ
ｔｒａｉｎ
ｘ，ｙ，ｋ分别表示Ｙ和Ｌ

ｔｒａｉｎ在（ｘ，ｙ，ｋ）位置的
具体值．同理，验证集所对应的类属概率标签记为 Ｌｖａｌ，
其所对应的网络损失记为 Ｌｖａｌ．记模型最终输出的各像
元类别标签为Ｃ∈ＲＲｈ×ｗ，则Ｃ计算如下：

Ｃｘ，ｙ＝ａｒｇｍａｘｋ
Ｙｘ，ｙ，ｋ （１３）

式中，Ｙｘ，ｙ，ｋ表示Ｙ在（ｘ，ｙ，ｋ）位置的具体值，Ｃｘ，ｙ表示 Ｃ
在（ｘ，ｙ）位置的输出数据．Ｃｘ，ｙ即为同位置像元Ｘｘ，ｙ所对
应的类别标签．

在该分类框架下，网络的训练与验证为同时进行．
在每次迭代训练过程中，训练集所对应的网络损失Ｌｔｒａｉｎ

通过反向传播（ＢａｃｋＰｒｏｐａｇａｔｉｏｎ，ＢＰ）算法更新每一层
的参数，同时利用验证集记录使得 Ｌｖａｌ最小的网络模
型，在有限次迭代中选取最优网络模型．

４　实验与分析
　　本文采用三组真实高光谱数据集 ＩｎｄｉａｎＰｉｎｅｓ、
ＰａｖｉａＵｎｉｖｅｒｓｉｔｙ以及 Ｓａｌｉｎａｓ检验 ＳＳＣＤｅｎｓｅＮｅｔ算法的
分类性能，该三组数据集广泛应用于高光谱图像分类

算法的性能测试．采用的评价指标包括总分类精度（Ｏ
ｖｅｒａｌｌＡｃｃｕｒａｃｙ，ＯＡ）、平均分类精度（ＡｖｅｒａｇｅＡｃｃｕｒａｃｙ，
ＡＡ）以及Ｋａｐｐａ系数．为测试算法性能，实验对比分析
了本文算法与目前国际上流行的４种基于深度学习的
高光谱图像分类框架的分类性能．对比方法包括：２Ｄ卷

积神经网络（２ＤＣＮＮ）方法［２１］、３Ｄ卷积神经网络（３Ｄ
ＣＮＮ）方法［３０］、深度空谱残差网络（ＳＳＲＮ）方法［２７］以及

快速稠密空谱卷积深度网络（ＦＤＳＳＣ）方法［２６］．
４１　网络参数配置

实验中，ＳＳＣＤｅｎｓｅＮｅｔ的网络结构参数设置如图５
所示．在三组不同数据集上的实验中，除输入输出层等
必要改动外，其余网络参数均相同．网络中所有隐层单
元中的空间维卷积运算均使用边界填充以保持空间维

大小一致，卷积步长均为１，激活函数统一使用 Ｓｉｇｍｏｉｄ
函数．此外，在网络训练过程中，使用 Ａｄａｍ优化器进行
相应的误差更新，其中学习率设置为０００１，一阶矩估
计指数衰减率 β１设置为０９，二阶矩估计指数衰减率
β２设置为０９９，迭代次数设置为１０００．
４２　分类性能分析
４２１　ＩｎｄｉａｎＰｉｎｅｓ数据集

ＩｎｄｉａｎＰｉｎｅｓ数据集为机载可见红外成像光谱仪
（ＡＶＩＲＩＳ）在美国印第安纳州 ＩｎｄｉａｎＰｉｎｅｓ实验区采集
的高光谱遥感图像．该图像共包含２２０个波段，空间分
辨率为２０ｍ，图像大小为１４５×１４５．去除２０个水汽吸收
和低信噪比波段后（波段号为１０４１０８，１５０１６３，２２０），
选择剩下的２００个波段作为研究对象［２］．该地区共包含
１６种已知地物共１０３６６个样本．

实验中，训练集、验证集、测试集分配的样本比例

分别为５％、１％、９４％，每个实验重复５次取均值及标
准差作为指标，实验结果总结在表１中．该结果表明，
在同条件下ＳＳＣＤｅｎｓｅＮｅｔ相较于ＳＳＲＮ在指标ＯＡ、ＡＡ、
Ｋａｐｐａ上分别提升了２６９％、１００７％、３０７％，相较于
ＦＤＳＳＣ分别提升０５％、５２１％、０４３％，并相较于２Ｄ
ＣＮＮ及３ＤＣＮＮ提升显著．不难发现，本文算法相对于
ＦＤＳＳＣ在指标ＡＡ上提升较大，而在指标ＯＡ以及Ｋａｐ
ｐａ上提升较小．经分析，造成该结果的原因在于 ＳＳＣ
ＤｅｎｓｅＮｅｔ使用了类别加权交叉熵损失函数，在处理类
别不平衡问题上表现突出，表明了本文所提出的类别

加权损失函数的有效性．图６展示了不同算法对 Ｉｎｄｉａｎ
Ｐｉｎｅｓ数据集的分类结果．
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表１　在ＩｎｄｉａｎＰｉｎｅｓ数据集上５％训练样本下不同方法的分类精度（％）

物质类别

样本数量

训练 验证 测试

２ＤＣＮＮ［２１］ ３ＤＣＮＮ［３０］ ＳＳＲＮ［２７］ ＦＤＳＳＣ［２６］ ＳＳＣＤｅｎｓｅＮｅｔ

Ａｌｆａｌｆａ ３ １ ５０ １００±０ ９７９３±２７５ ９８１８±３６３ ９８３６±２５６ ９６８２±２３７

Ｃｏｒｎｎｏｔｉｌｌ ７２ １５ １３４７ ８５１５±３３７ ８２９９±５０７ ９３３４±７５３ ９６５７±２１２ ９７３２±１１２

Ｃｏｒｎｍｉｎｔｉｌｌ ４２ ９ ７８３ ７９３２±３６１ ７９７８±５５７ ９４１０±３６３ ９５８８±１９９ ９６８８±２３９

Ｃｏｒｎ １２ ３ ２１９ ９０６２±６９１ ９０５８±２４０ ９５６９±７４５ ９７１７±２３０ ９６３５±２７１

Ｐａｓｔｕｒｅ ２５ ５ ４６７ ９５８８±１０６ ９５０９±１８５ ９８２９±０７８ ９７７０±１０１ ９５８３±３５８

Ｔｒｅｅｓ／Ｇｒａｓｓ ３８ ８ ７０１ ９４３５±２９１ ９３４５±２１７ ９６８１±１５９ ９８５４±０９４ ９９５４±０３５

Ｐａｓｔｕｒｅｍｏｗｅｄ ２ １ ２３ １００±０ ９８００±４００ ５８８８±４８１２ ９６４２±７１４ ９４１６±６２３

Ｈａｙｗｉｎｄｒｏｗｅｄ ２５ ５ ４５９ ９３８０±１５４ ９３４３±０２０ ９６６８±１１９ ９９５２±０７４ １００±０

Ｏａｔｓ １ １ １８ ４０±４８９８ １００±０ ０±０ ２０±４０ １００±０

Ｓｏｙｂｅａｎｓｎｏｔｉｌｌ ４９ １０ ９０９ ８７６９±３３７ ８４３８±５０６ ９３３４±３７３ ９６７３±１５６ ９５６８±１９６

Ｓｏｙｂｅａｎｍｉｎｔｉｌｌ １２４ ２５ ２３１９ ８６６９±２０１ ８４９７±１７２ ９４９９±３４３ ９７７５±１４０ ９７５５±０６９

Ｓｏｙｂｅａｎｃｌｅａｎｔｉｌｌ ３１ ７ ５７６ ８２２７±６７７ ７９４８±５２３ ９５０１±３０５ ９６７０±２３７ ９７７５±１１５

Ｗｈｅａｔ １１ ３ １９８ ９７２０±２０２ ９７６８±０５１ ９８５２±１４３ ９８７１±１４１ ９９２９±０６８

Ｗｏｏｄｓ ６５ １３ １２１６ ９４５９±２２４ ９４３５±２７４ ９７１５±２０８ ９８７７±１２２ ９９３１±０２８

ＢｕｉｌｄｉｎｇＧｒａｓｓＴｒｅｓｓＤｒｉｖｅｓ １９ ４ ３５７ ８９９０±２８１ ９１１５±２２１ ９６９３±３０１ ９８７３±０７１ ９９０５±１７５

ＳｔｏｎｅｓｔｅｅｌＴｏｗｅｒｓ ５ １ ８９ ９２４７±３０５ ９４２４±２３３ ９４４８±５１１ ９５３８±４０３ ９７９５±１８１

ＯｖｅｒａｌｌＡｃｃｕｒａｃｙ（％） ８８４６±０５１ ８７２５±１８６ ９５０７±０７８ ９７２６±０４９ ９７７６±０１８

ＡｖｅｒａｇｅＡｃｃｕｒａｃｙ（％） ８８１２±３６２ ９１０９±１３２ ８７６５±３７９ ９２５１±２５８ ９７７２±０５２

Ｋａｐｐａ×１００ ８６８０±０５９ ８５４１±２１４ ９４３８±０８９ ９７０２±０５６ ９７４５±０２０

４２２　ＰａｖｉａＵｎｉｖｅｒｓｉｔｙ数据集
ＰａｖｉａＵｎｉｖｅｒｓｉｔｙ数据集为反射光学成像光谱仪

（ＲＯＳＩＳ）采集的城区高光谱图像，共包含１１５个波段，
波长范围为０４３０８６μｍ，空间分辨率为１３ｍ，图像大
小为６１０×３４０．在去除噪声波段之后，选择剩下的１０３
个波段作为研究对象［２］．该数据集共包含９种典型地
物，共４２７７６个样本．

实验中，训练集、验证集、测试集分配的样本比例分

别为１％、１％、９８％，并同样以ＯＡ，ＡＡ，Ｋａｐｐａ等作为性能

评价指标．每个实验同样重复５次，结果总结在表２中．
该结果表明，在同条件下ＳＳＣＤｅｎｓｅＮｅｔ相较于ＳＳＲＮ在指
标ＯＡ、ＡＡ、Ｋａｐｐａ上分别提升了１５４％、１１９％、２０４％，
相较于 ２ＤＣＮＮ及 ３ＤＣＮＮ提升显著．此外，相较于
ＦＤＳＳＣ，本文方法在指标ＯＡ、Ｋａｐｐａ上均有提升，分别为
０１４％和０１８％，而ＡＡ较ＦＤＳＳＣ低０１４％．综合来看，
ＳＳＣＤｅｎｓｅＮｅｔ在该数据集上与ＦＤＳＳＣ表现接近但稍有提
升，较其它方法提升较大．图７展示了不同算法对Ｐａｖｉａ
Ｕｎｉｖｅｒｓｉｔｙ数据集的分类结果．
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表２　在ＰａｖｉａＵｎｉｖｅｒｓｉｔｙ数据集上１％训练样本下不同方法的分类精度（％）

物质类别

样本数量

训练 验证 测试

２ＤＣＮＮ［２１］ ３ＤＣＮＮ［３０］ ＳＳＲＮ［２７］ ＦＤＳＳＣ［２６］ ＳＳＣＤｅｎｓｅＮｅｔ

Ａｓｐｈａｌｔ ６７ ６７ ６４９７ ９２７２±１０２ ８７２１±３３９ ９９６６±０２４ ９９２２±０６７ ９８５４±１５５

Ｍｅａｄｏｗｓ １８７ １８７ １８２７５ ９７１４±０５９ ９４１０±２０４ ９８７０±１０２ ９９６２±０２７ ９９９７±００３

Ｇｒａｖｅｌ ２１ ２１ ２０５７ ８７９１±３４０ ６４０８±６４６ ９３９５±５１５ ９７５４±１９６ ９８０６±１６０

Ｔｒｅｅｓ／Ｇｒａｓｓ ３１ ３１ ３００２ ９９３５±０９０ ９６８２±１７６ ９９７２±０２７ ９９８９±００９ ９５２７±２０１

Ｍｅｔａｌｓｈｅｅｔｓ １４ １４ １３１７ ９８９２±１６１ ９５１３±４８７ ９９９３±００８ ９９２９±１２２ ９９９８±００３

Ｂａｒｅｓｏｉｌ ５１ ５１ ４９２７ ９７４１±０７７ ９４０７±１９８ ９８５２±２１１ ９９５６±０４８ ９９６３±０３１

Ｂｉｔｕｍｅｎ １４ １４ １３０２ ９１９９±４８０ ５８８０±５３７ ９６８４±２２２ ９８５２±２２５ ９８６３±２５０

Ｂｒｉｃｋｓ ３７ ３７ ３６０８ ８８４１±１０７ ７７１１±２７８ ８８８５±５７４ ９４２９±２２７ ９８８３±１０９

Ｓｈａｄｏｗｓ １０ １０ ９２７ ９９４１±０５９ ８４１９±４８７ ９９５３±０５５ ９９７２±０２３ ９７５２±０６０

ＯｖｅｒａｌｌＡｃｃｕｒａｃｙ（％） ９５３５±０１７ ８８６９±１９９ ９７５４±０５８ ９８９４±０２１ ９９０８±０３５

ＡｖｅｒａｇｅＡｃｃｕｒａｃｙ（％） ９４８１±０５６ ８３５０±２１４ ９７３０±０５５ ９８６３±０４７ ９８４９±０４９

Ｋａｐｐａ×１００ ９３８１±０２３ ８４８６±２７２ ９６７４±０７７ ９８６０±０２８ ９８７８±０４６

４２３　Ｓａｌｉｎａｓ数据集
Ｓａｌｉｎａｓ数据集为机载可见红外成像光谱仪（ＡＶＩＲＩＳ）

在加利福尼亚州的萨利纳斯山谷采集的高光谱遥感图像．
该图像共包含２２４波段，空间分辨率为３７ｍ，图像大小为
５１２×２１７．去除２０个水汽吸收和低信噪比波段后（波段号
为１０８１１２，１５０１６３，２２４），选择剩下的２０４个波段作为研究
对象［２］．该地区共包含蔬菜、裸露的土壤、葡萄园田地等１６
种已知地物共５４１２９个标注样本．

实验中，训练集、验证集、测试集分配的样本比例

分别为１％、１％、９８％，并同样以 ＯＡ，ＡＡ，Ｋａｐｐａ等作为
性能评价指标．每个实验同样重复５次，结果总结在表
３中．该结果表明，在同条件下 ＳＳＣＤｅｎｓｅＮｅｔ相较于
ＦＤＳＳＣ在指标 ＯＡ、ＡＡ、Ｋａｐｐａ上分别提升 １０６％、
０４１％、１１８％，相 较 于 ＳＳＲＮ 分 别 提 升 ３０６％、
１１７％、３４％，并相较于 ２ＤＣＮＮ及 ３ＤＣＮＮ提升显
著．图８展示了不同算法对Ｓａｌｉｎａｓ数据集的分类结果．

表３　在Ｓａｌｉｎａｓ数据集上１％训练样本下不同方法的分类精度（％）

物质类别

样本数量

训练 验证 测试

２ＤＣＮＮ［２１］ ３ＤＣＮＮ［３０］ ＳＳＲＮ［２７］ ＦＤＳＳＣ［２６］ ＳＳＣＤｅｎｓｅＮｅｔ

Ｂｒｏｃｏｌｉ＿ｇｒｅｅｎ＿ｗｅｅｄｓ＿１ ２１ ２１ １９６７ ９９９７±００４ ９８８０±１３５ １００±０ １００±０ １００±０

Ｂｒｏｃｏｌｉ＿ｇｒｅｅｎ＿ｗｅｅｄｓ＿２ ３８ ３８ ３６５０ ９９６８±０５７ ９８６０±１２３ １００±０ １００±０ １００±０

Ｆａｌｌｏｗ ２０ ２０ １９３６ ９６２３±１１９ ９２９７±４２４ ９８５４±１０７ ９９７０±０３７ ９９７５±０４９

Ｆａｌｌｏｗ＿ｒｏｕｇｈ＿ｐｌｏｗ １４ １４ １３６６ ９７４８±２２２ ９４７４±４１１ ９８３９±２２４ ９９１９±１２１ ９９２５±０３６

Ｆａｌｌｏｗ＿ｓｍｏｏｔｈ ２７ ２７ ２６２４ ９９４８±０２２ ９８２６±０６２ ９９７４±０１２ ９９８７±０１２ ９８０３±１４１

Ｓｔｕｂｂｌｅ ４０ ４０ ３８７９ ９９４９±０７３ ９９３５±０４５ ９９９８±００１ １００±０ ９９９１±０１６

Ｃｅｌｅｒｙ ３６ ３６ ３５０７ ９８９６±０９４ ９７８３±１８０ ９９９８±００２ １００±０ ９９９７±００４

Ｇｒａｐｅｓ＿ｕｎｔｒａｉｎｅｄ １１３ １１３ １１０４５ ８９５５±０８３ ８６１８±３７９ ８９２１±５４５ ９７６２±１９９ ９７６３±１２３

Ｓｏｉｌ＿ｖｉｎｙａｒｄ＿ｄｅｖｅｌｏｐ ６３ ６３ ６０７７ ９９６６±０１０ ９９１０±０６７ ９９７８±０１６ ９９７０±０１５ １００±０

Ｃｏｒｎ＿ｓｅｎｅｓｃｅｄ＿ｇｒｅｅｎ＿ｗｅｅｄｓ ３３ ３３ ３２１２ ９１９６±４３５ ９１４６±３６９ ９８４７±０６６ ９９５９±０２４ ９８２２±２００

Ｌｅｔｔｕｃｅ＿ｒｏｍａｉｎｅ＿４ｗｋ １１ １１ １０４６ ９３９３±１１９ ８８１６±６９７ ９７９５±１８６ ９８０１±１８４ １００±０

Ｌｅｔｔｕｃｅ＿ｒｏｍａｉｎｅ＿５ｗｋ ２０ ２０ １８８７ ９８３２±０６０ ９７２５±１１９ ９８７１±１５５ ９９４８±０６９ １００±０

Ｌｅｔｔｕｃｅ＿ｒｏｍａｉｎｅ＿６ｗｋ １０ １０ ８９６ ９８７４±１４２ ９７９１±２４９ ９９１２±１５３ ９９８６±０２６ １００±０

Ｌｅｔｔｕｃｅ＿ｒｏｍａｉｎｅ＿７ｗｋ １１ １１ １０４８ ９９０３±０５６ ９４８３±４１９ ９９６５±０４７ ９９５８±０４７ ９９３８±０３６

Ｖｉｎｙａｒｄ＿ｕｎｔｒａｉｎｅｄ ７３ ７３ ７１２２ ８５２８±１３３ ８０３４±３５６ ９２０１±５８２ ９１０３±３８０ ９８９６±０６８

Ｖｉｎｙａｒｄ＿ｖｅｒｔｉｃａｌ＿ｔｒｅｌｌｉｓ １９ １９ １７６９ ９９５６±０２５ ９８４２±１５７ ９９９３±０１３ １００±０ ９９２３±０８１

ＯｖｅｒａｌｌＡｃｃｕｒａｃｙ（％） ９４７２±０６３ ９２５０±１８１ ９６０３±０６９ ９８０３±０５２ ９９０９±０１７

ＡｖｅｒａｇｅＡｃｃｕｒａｃｙ（％） ９６７１±０５８ ９４６４±１７３ ９８２２±０３０ ９８９８±０１８ ９９３９±０１２

Ｋａｐｐａ×１００ ９４１２±０７０ ９１６５±２０２ ９５５８±０７７ ９７８０±０５８ ９８９８±０１８
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４２４　收敛性分析
不同深度学习算法的收敛性相似而不同，其是否

充分收敛决定了算法能否达到当前最优性能．为了验
证各个算法的收敛性，以ＩｎｄｉａｎＰｉｎｅｓ数据集为例，本节
分别可视化了每个算法在该数据集上的训练损失、验

证损失与迭代次数的变化关系图，如图９所示．由于不
同方法的批大小（ＢａｔｃｈＳｉｚｅ）以及轮次（Ｅｐｏｃｈ）设置不
同，本文统一使用迭代次数（Ｉｔｅｒａｔｉｏｎｓ）作为各个损失曲
线的横坐标轴，其计算为：

Ｉｔｅｒａｔｉｏｎｓ＝Ｅｐｏｃｈｓ× ＴｒａｉｎｉｎｇＳｉｚｅ
ＢａｔｃｈＳｉｚｅ

其中，「·?表示上取整．根据该换算方式，２ＤＣＮＮ［２１］、
３ＤＣＮＮ［３０］、ＳＳＲＮ［２７］、ＦＤＳＳＣ［２６］以及 ＳＳＣＤｅｎｓｅＮｅｔ方法
在该数据集上的迭代次数分别为：２０４０、２５５０、６６００、
１３６０以及１０００．其它数据集计算方式相同．

由图９可知，不同深度学习方法的训练损失以及
验证损失在有限次迭代次数内均可达到平稳状态，证

明了各个对比算法均可收敛到当前最优结果．此外，由
于文本方法采用整幅高光谱图像作为网络输入，其损

失曲线光滑平整，约４００次迭代后便已接近模型最优
解，说明本文方法收敛稳定，且收敛速度较快．

４３　小样本下的分类性能分析
为了分析 ＳＳＣＤｅｎｓｅＮｅｔ随着训练样本规模不断减

少时的分类鲁棒性，实验中对三组真实地物数据集 Ｉｎ
ｄｉａｎＰｉｎｅｓ、ＰａｖｉａＵｎｉｖｅｒｓｉｔｙ以及Ｓａｌｉｎａｓ分别选取不同规
模的训练样本进行测试，并同样将结果与２ＤＣＮＮ［２１］、
３ＤＣＮＮ［３０］、ＳＳＲＮ［２７］、ＦＤＳＳＣ［２６］等方法进行对比．对于
三组基准数据集，每组均分别随机选取每类５、１０、１５、
２０、２５个标注样本作为训练集（若样本量不足，则取最
大数量样本），１个样本作为验证集，剩余样本作为测试
集，并以ＯＡ作为评价指标，每个实验重复５次并取其
均值及标准差作为评价结果，不同算法的对比实验结

果展现在图１０中．
在ＩｎｄｉａｎＰｉｎｅｓ数据集上的实验结果（ａ）表明，ＳＳ

ＣＤｅｎｓｅＮｅｔ在不同规模训练样本下分类性能较 ＦＤＳＳＣ
稍有提升，较其它算法提升明显．在每类５个训练样本
下 ２ＤＣＮＮ、３ＤＣＮＮ、ＳＳＲＮ、ＦＤＳＳＣ以及提出的 ＳＳＣ
ＤｅｎｓｅＮｅｔ的总分类精度分别为 ４２２８％、４３７０％、
６２６１％、６８４２％、７１２２％，且随着训练样本规模的减
少ＳＳＣＤｅｎｓｅＮｅｔ分类性能优势逐渐增大．在 ＰａｖｉａＵｎｉ
ｖｅｒｓｉｔｙ数据集上的实验结果（ｂ）表明，ＳＳＣＤｅｎｓｅＮｅｔ在
不同规模训练样本下分类性能与 ＦＤＳＳＣ以及 ＳＳＲＮ接
近，而较其它对比方法优势明显，在每类５个训练样本
下各方法的分类精度按顺序分别为６１０７％、５３２３％、
７４９６％、７６１５％、７７８９％．而在 Ｓａｌｉｎａｓ数据集上的实
验结果（ｃ）表明，ＳＳＣＤｅｎｓｅＮｅｔ在不同规模训练样本下
分类精度均明显优于其它对比方法，在每类５个训练
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样本下各方法的分类精度按顺序分别为 ７４２４％、 ７４８０％、８６５７％、８５３０％、９１６４％．

　　以上结果表明，ＳＳＣＤｅｎｓｅＮｅｔ在不同数据集、不同
规模训练样本条件下均具有较高的分类精度，且在小

规模训练样本条件下，本文方法优势更为明显．此外，
ＳＳＣＤｅｎｓｅＮｅｔ在不同规模训练样本条件下的分类精度
变化平稳，表明本文方法具有较高的鲁棒性．
４４　运行性能分析

为了综合比较所提出的 ＳＳＣＤｅｎｓｅＮｅｔ与 ２Ｄ
ＣＮＮ［２１］、３ＤＣＮＮ［３０］、ＳＳＲＮ［２７］以及 ＦＤＳＳＣ［２６］方法的计
算时间，本文在统一的ＧＰＵ环境进行了算法性能测试．
实验 中 计 算 平 台 配 置 为 ＣＰＵ：ｉ７８７００Ｋ、ＧＰＵ：

ＧＴＸ１０８０Ｔｉ、内存：３２ＧＢ．实验中条件设置与 ４２节相
同．不同网络模型在三组基准数据集 ＩｎｄｉａｎＰｉｎｅｓ、Ｐａｖｉａ
Ｕｎｉｖｅｒｓｉｔｙ以及Ｓａｌｉｎａｓ执行训练与测试的时间开销总结
在表４中．该结果表明，本文提出的 ＳＳＣＤｅｎｓｅＮｅｔ在对
比算法中拥有最高分类性能的同时，也具有最小的测

试时间开销，在三组基准数据集上的测试时间分别仅

为０１ｓ、０２７ｓ、０３４ｓ．考虑到实际情况，由于训练好的
模型需要被大规模部署与应用，因此网络模型测试时

间远比训练时间重要．由此可表明，ＳＳＣＤｅｎｓｅＮｅｔ具有
很好的工程应用前景．

表４　不同网络模型的运行时间与分类时间对比（单位：ｓ）

模型
ＩｎｄｉａｎＰｉｎｅｓ ＰａｖｉａＵｎｉｖｅｒｓｉｔｙ Ｓａｌｉｎａｓ

训练时间 测试时间 训练时间 测试时间 训练时间 测试时间

２ＤＣＮＮ［２１］ ２９６１ ２２３ ２５４６ ５６７ ２６４７ ６８３

３ＤＣＮＮ［３０］ ２６１６ １６３ ２１１９ ４５５ ４０４２ ９３８

ＳＳＲＮ［２６］ １８５７８ ４５２ １７３７９ ２３９２ １７６６８ ２４３６

ＦＤＳＳＣ［２７］ １１１６２ ９７９ ７０１２ １８８４ １４２４８ ４２７８

ＳＳＣＤｅｎｓｅＮｅｔ ８５６５ ０１０ ５２２５５ ０２７ ４６７６１ ０３４

５　结语
　　本文针对小样本下高光谱图像分类模型性能不足
的问题，提出了一种空谱卷积稠密网络的高光谱图像
分类算法，称为 ＳＳＣＤｅｎｓｅＮｅｔ．该网络框架未使用任何
人工设计特征，而直接以原始高光谱图像作为网络输

入，由网络自身完成深层空谱表示特征的提取．ＳＳＣ
ＤｅｎｓｅＮｅｔ的网络架构有如下策略：（１）通过使用光谱维
一维卷积层与空间维二维卷积层构成隐层单元，相较

于传统卷积层，隐层单元在保持特征提取能力的同时

大幅度减少所需的参数量；（２）通过使用多个隐层单元
构成深度网络，并在隐层单元间建立稠密连接，有效解

决了梯度消失问题；（３）通过采取隐层单元中的批归一
化处理，减少数据协方差漂移并加速网络训练．

实验表明，本文方法在三组真实数据集上不同规

模训练样本下均达到了最佳分类精度，且随着训练样

本规模的缩小，ＳＳＣＤｅｎｓｅＮｅｔ的分类性能相较于对比算
法优势更为明显．同时，我们发现类别加权交叉熵损失
函数有助于解决高光谱图像分类中的类别不均衡问

题；而全局图像空谱分离卷积方式，提升了 ＳＳＣ
ＤｅｎｓｅＮｅｔ的在线分类速度，开销时间远小于同类方法．
综合性能分析表明：ＳＳＣＤｅｎｓｅＮｅｔ是一种性能优越的高
光谱图像分类算法．后续工作可尝试通过构建轻量化
深度网络以及研发具有域自适应能力的小样本学习方

法，提升高光谱图像分类的泛化性能和迁移学习能力．
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